
56 

М е х а н і к а  г і р о с к о п і ч н и х  с и с т е м  

УДК 681.518  

 DOI: https://doi.org/10.20535/0203-3771472024307705   

О. В. Збруцький
1
, д.т.н., професор, Т. В. Яременко

2
, магістр, 

А. О. Краснопольський
3
, магістр 

ОЦІНКА ЕФЕКТИВНОСТІ МЕТОДІВ РОЗПІЗНАВАННЯ ОБРАЗІВ 

ТА СЕГМЕНТАЦІЇ ЗОБРАЖЕНЬ ДЛЯ СИСТЕМ ТЕХНІЧНОГО 

ЗОРУ МАЛИХ БЕЗПІЛОТНИХ АПАРАТІВ 

Системи технічного зору є перспективним доповненням для навігації без-

пілотних рухомих апаратів завдяки їх здатності розпізнавати, відстежувати та 

локалізувати навігаційні орієнтири, що є критичним для роботи автономних 

систем автоматичного керування. Проведений аналіз алгоритмів систем тех-

нічного зору для розпізнавання навігаційних орієнтирів і використання в умо-

вах обмежених ресурсів. Встановлено, що алгоритми на основі нейронних ме-

реж демонструють високу швидкість та точність, що робить їх оптимальними 

для прикладного застосування. Однак їх навчання потребує значних ресурсів і 

ретельної підготовки даних. Оптимізація після навчання дозволяє ефективно 

використовувати їх на пристроях з обмеженими обчислювальними ресурсами. 

Проведені дослідження та виконані експерименти показали ефективність 

запропонованого алгоритму сегментації зображень для його використання в 

системі технічного зору сучасних безпілотних транспортних засобів. 

 Technical vision systems are a promising addition to the navigation of 

unmanned mobile vehicles due to their ability to recognize, track and localize 

navigation landmarks, which is critical for the operation of autonomous automatic 

control systems. The analysis of the algorithms of technical vision systems for the 

recognition of navigation landmarks and use in conditions of limited resources was 

carried out. It has been established that algorithms based on neural networks 

demonstrate high speed and accuracy, which makes them optimal for real 

applications. However, their training requires significant resources and careful data 

preparation. Optimization after training allows them to be used efficiently on 

devices with limited computational resources. 

The conducted research and performed experiments showed the effectiveness of 

the proposed image segmentation algorithm for its use in the technical vision 

system of modern unmanned vehicles. 

Вступ 

Безпілотні рухомі апарати (БПРА) мають широкі області застосуван-

ня, які стрімко розширюються. Цьому сприяє і застосування сучасних тех-

нологій для їх створення, що забезпечують автономність, малогабарит-
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ність, захищеність. Використання їх в умовах дії радіоелектронних переш-

код показало вразливість і неспроможність навігації на основі GPS. Альте-

рнативою є автономні системи на різних фізичних принципах, у тому числі 

системи технічного зору (СТЗ). Навігація БПРА є одним із перспективних 

напрямків застосування СТЗ, у тому числі для безпілотних літальних апа-

ратів (БПЛА). СТЗ пропонують потужний інструментарій для вирішення 

проблем їх навігації. Основні завдання СТЗ у навігації БПРА полягають у 

розпізнаванні об’єктів – навігаційних орієнтирів, їх відстеженню та локалі-

зації як джерела інформації для роботи системи автоматичного керування 

(САК), а також сегментації для побудови траєкторії руху та уникнення пе-

решкод. Особливостями використання СТЗ у БПРА, і особливо у БПЛА, є 

висока швидкодія, надійність, мінімізація обчислювальних ресурсів та 

апаратних засобів реалізації. 

СТЗ активно використовують для виявлення та уникнення переш-

код [1], для картографування та моніторингу [2], пошуково-рятувальних 

операцій [3]. Незважаючи на широкий спектр застосування та значний 

прогрес у використанні СТЗ, залишаються проблеми, які недостатньо дос-

ліджені, або нерозв’язані. Так, погодні умови можуть значно впливати на 

здатність системи розпізнавати об’єкти та уникати перешкод. Для обробки 

зображень і відео у реальному часі потрібні значні обчислювальні ресурси, 

що створює труднощі для компактних і легких БПЛА. Комплексування да-

них з різних джерел, таких як GPS та інерціальні датчики, для покращення 

САК залишається складною технічною задачею. Навчання моделей техні-

чного зору та адаптація до нових середовищ потребують значного обсягу 

даних та обчислювальних ресурсів [4]. 

Сьогодні СТЗ мають вирішальне значення для розвитку САК БПЛА 

та БПРА. Проте для досягнення повної автономності та надійності необ-

хідно вирішити низку важливих проблем, включаючи точність роботи у 

складних умовах, обробку даних у реальному часі, інтеграцію із іншими 

сенсорами та оптимізацію навчання моделей [5]. 

Постановка задачі 

Метою статті є аналіз алгоритмів СТЗ із розпізнавання орієнтирів 

для навігації безпілотних апаратів, оцінка їх характеристик при викорис-

танні в умовах обмежених ресурсів та габаритів, дослідження алгоритмів 

сегментації ображень.  

Викладення основного матеріалу 

Класифікація сучасних алгоритмів технічного зору. Алгоритми для 

СТЗ можна розбити на три основні категорії: 
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1. Алгоритми на основі нейронних мереж (АНМ) використовують штучні 

нейронні мережі, які навчаються на великих наборах даних зображень 

та відповідних їм підписів (YOLO, SSD, Faster R-CNN, Mask R-CNN 

[6, 7]). 

2. Алгоритми на основі шаблонів порівнюють нове зображення з базою да-

них шаблонів відомих об’єктів (SIFT (Scale-Invariant Feature Transform), 

SURF (Speeded Up Robust Features), Haar cascade [8, 9]). 

3. Алгоритми на основі геометричних ознак виявляють геометричні ознаки 

на зображенні та використовують ці ознаки для розпізнавання об’єктів 

( HOG (Histogram of Oriented Gradients), Hough Transform, Contours 

Detection [10, 11]). 

Властивості алгоритмів цих категорій наведені у табл. 1. 

Як бачимо із табл. 1, АНМ суттєво переважають решту категорій та-

кими якостями: гнучкість у виявленні різноманітних об’єктів, універсаль-

ність і ефективність для роботи з різноманітними даними [12]; автоматизо-

ваний процес навчання на великих обсягах даних та автоматизація процесу 

розпізнавання об’єктів [13]; виявлення складних закономірностей в даних 

та підвищення точності розпізнавання об’єктів з часом [14, 15]. 

Таблиця 1.  

Властивості алгоритмів різних категорій 

Сімейство алгоритмів Переваги Недоліки 

Нейронні мережі Висока точність, універса-

льність, здатність навчати-

ся на нових даних 

Висока обчислювальна 

складність, потреба у 

великих наборах даних 

для навчання 

Шаблони Швидкість, простота реалі-

зації 

Низька точність для 

складних об’єктів, пот-

реба у базі даних шаб-

лонів 

Геометричні ознаки Інваріантність до масшта-

бування та повороту, стій-

кість до шуму 

Низька точність для 

складних об’єктів 

Навчання АНМ. Для навчання моделей АНМ необхідно зібрати вели-

кий і різноманітний набір даних, який включає зображення із різними наві-

гаційними орієнтирами у різних умовах освітлення та із різних кутів. На-

приклад, для навчання моделі розпізнавати 100 унікальних орієнтирів пот-

рібно зібрати тисячі зображень для кожного орієнтира, щоб забезпечити 

високу точність і надійність моделі.  

Навчання моделі на підготовлених даних передбачає налаштування 

гіперпараметрів, таких як розмір пакета, швидкість навчання та так звані 

«епохи». Епохи використовуються під час навчання моделей для того, щоб 



59 

П р и л а д и  т а  м е т о д и  к о н т р о л ю  

модель могла пройти через весь тренувальний набір даних кілька разів, що 

дозволяє їй поступово покращувати свої ваги та зменшувати похибки. Це 

допомагає забезпечити стабільне та глибоке навчання моделі, підвищуючи 

її здатність до точного розпізнавання патернів у даних. 

Методи оптимізації АНМ. Після навчання модель оптимізується для 

роботи на мобільних пристроях та вбудованих системах за допомогою кі-

лькох методів. Квантування дозволяє зменшити розрядність параметрів 

моделі, наприклад, із 32-бітних до 8-бітних. Це значно зменшує розмір мо-

делі і прискорює її виконання без значної втрати точності. Обрізка моделі 

передбачає видалення маловажливих нейронів або зв’язків у моделі. Це 

зменшує складність моделі, підвищуючи швидкість обробки та зменшуючи 

обсяг необхідної пам’яті. 

Апаратне прискорення використовує графічні процесори (GPU) або 

спеціалізовані процесори для глибокого навчання (TPU) для прискорення 

обчислень, пов’язаних із навчанням та виконанням моделі. Це значно при-

скорює процес навчання і виконання, дозволяючи використовувати склад-

ніші моделі в реальному часі. 

Аугментація даних передбачає використання різних технік для збі-

льшення кількості тренувальних даних шляхом створення варіацій існую-

чих зображень, таких як обертання, зміна яскравості та масштабування. Це 

підвищує точність моделі за рахунок збільшення різноманітності тренува-

льних даних. 

Розпаралелювання обчислень включає розподіл обчислювальних за-

дач між кількома процесорами або ядрами процесора для прискорення об-

робки. Це зменшує час обробки великих наборів даних та підвищує ефек-

тивність використання обчислювальних ресурсів [16]. 

Ці оптимізації знижують вимоги до обчислювальних ресурсів і до-

зволяють моделям працювати в реальному часі на пристроях з обмежени-

ми ресурсами, що є особливо важливим для безпілотних систем. 

Метрики оцінки якості алгоритмів ТЗ. Основними метриками оцін-

ки якості алгоритмів є: точність (рrecision) – відношення кількості прави-

льно розпізнаних об’єктів до загальної кількості об’єктів, які були розпі-

знані; повнота (recall) – відношення кількості правильно розпізнаних 

об’єктів до загальної кількості реальних об’єктів на зображенні; mAP 

(Mean Average Precision) – середнє значення точності, обчисленої для різ-

них рівнів перетину об’єктів на зображеннях, враховує як точність вияв-

лення об’єктів, так і повноту [5]; F1 – score є гармонійним середнім між 

Precision і Recall, що забезпечує баланс між цими двома метриками, коли 

важливо враховувати обидві [6]; FLOPs — міра обчислювальної потужнос-

ті комп’ютерних систем, зокрема процесорів та графічних процесорів 

(GPU), визначає, скільки операцій із плаваючою комою може виконувати 

процесор за одну секунду. FLOPs використовується для оцінки обчислю-

вальної складності алгоритмі, їх ресурсомісткості і швидкодії на певному 
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обладнанні. FLOPs напряму впливає на швидкість роботи алгоритму. Ал-

горитми з високими значеннями FLOPs потребують більше часу для вико-

нання та більше енергоспоживання, що важливо враховувати при розробці 

алгоритмів для мобільних та вбудованих систем, таких як БПРА [7]. 

Методи оцінки якості алгоритмів ТЗ. Для оцінки якості алгоритмів 

ТЗ використовуються стандартні датасети COCO та ImageNet. COCO є од-

ним із найбільш застосовуваним для задач комп’ютерного зору, що містить 

понад 200,000 зображень із більш ніж 80 класами об’єктів. Він має деталь-

ні анотації, включаючи розмітку об’єктів, ключові точки для людей, сег-

ментацію тощо. ImageNet є великим візуальним датасетом, що містить мі-

льйони зображень, анотованих для тисяч класів об’єктів. Використовуєть-

ся для навчання та оцінки моделей глибокого навчання для задач класифі-

кації та оцінки продуктивності моделей. Процес оцінки алгоритмів на 

COCO та ImageNet передбачає попередню обробку зображень, навчання 

моделей, їх оцінку на валідаційній або тестовій множині, яка не викорис-

товувалася під час навчання, та обчислення метрик: для COCO - mAP за рі-

зних порогах IoU (Intersection over Union) [8]; для ImageNet - Top-1 

Accuracy (відсоток правильно передбачених класів) та Top-5 Accuracy (від-

соток зображень, для яких правильний клас був серед п’яти класів із най-

вищою ймовірністю) [9, 10]. 

Сучасні алгоритми нейронних мереж включають: 

YOLO (You Only Look Once) – один із найбільш ефективних алгорит-

мів для розпізнавання об’єктів у режимі реального часу, забезпечує високу 

швидкість обробки зображень [11]. 

Faster R-CNN – забезпечує швидке виявлення об’єктів, їх класифіка-

цію та визначення меж [12]. 

Mask R-CNN є розширенням Faster R-CNN на сегментацію 

об’єктів [13]. 

MobileNetV2 дозволяє зменшити кількість параметрів і обчислюваль-

них витрат, забезпечує високу ефективність на мобільних пристроях [14]. 

EfficientNet що одночасно оптимізує ширину, глибину і роздільну 

здатність мережі та дозволяє досягти кращої продуктивності без значного 

збільшення обчислювальних витрат [17]. 

EfficientDet є модифікацією попереднього алгоритму, що дозволяє 

зменшити кількість параметрів та покращити точність розпізнавання [17]. 

SqueezeNet значно зменшує кількість параметрів у мережі, що робить 

його придатним для пристроїв з обмеженими ресурсами [18]. 

ShuffleNet зменшує кількість обчислень і покращує продуктивність 

на мобільних пристроях [19]. 

SSD прогнозує межі об’єктів та їх класів в різних масштабах на різ-

них рівнях просторової роздільної здатності [20]. 
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Порівняння цих алгоритмів (табл. 2) показує, що алгоритм YOLOv7 

має одну з найвищих швидкостей серед розглянутих моделей (60 FPS), 

Таблиця 2.  

Модель Кількість 

параметрів 

(млн) 

Розмір 

(MB) 

FLOPs 

(млрд) 

FPS mAP F1-

score 

YOLOv3 61,5 236 140 45 57,9 0,76 

YOLOv4 64 244 152 30 65,7 0,79 

YOLOv7 60 230 150 60 68,1 0,81 

Faster R-CNN 42 165 180 10 80,2 0,84 

Mask R-CNN 44 170 200 8 81,5 0,86 

EfficientDet 12 27 11 40 81 0,85 

MobileNetV2 3,4 14 1,3 20 70,6 0,78 

EfficientNet 5,3 20 2,4 50 77,1 0,82 

SqueezeNet 1,25 0,5 0,8 150 58 0,74 

ShuffleNet 5,4 8 2,6 60 69,8 0,79 

SSD 34 14 13 20 70,6 0,78 

Порівняння сучасних алгоритмів за різними метриками оцінки якос-

ті, що робить його придатним для застосувань у системах реального часу, 

таких як навігація БРПА та БПЛА. SqueezeNet має найвищу швидкість 

(150 FPS) серед усіх моделей, однак поступається в точності. EfficientDet 

також демонструє високу швидкість обробки (40 FPS), що є достатнім для 

багатьох реальних додатків. 

Найвищу точність обчислень (mAP і F1-score) має алгоритм 

Mask R-CNN (mAP 81,5, F1-score 0,86), що робить його ідеальним для за-

вдань, де потрібна висока точність розпізнавання та сегментації об’єктів. 

EfficientDet демонструє високу точність (mAP 81,0) і F1-score (0,85) і є 

конкурентоспроможним для точного розпізнавання об’єктів. YOLOv7 та-

кож має високу точність (mAP 68,1, F1-score 0,81) при високій швидкості 

обробки, що робить його вибір збалансованим, або й оптимальним. 

SqueezeNet має найменшу кількість параметрів (0,5 млн), розмір 

(0,5 MB) і обчислювальну складність, але й найменшу точність, що є ком-

промісним варіантом для використання на пристроях із дуже обмеженими 

пам’яттю і обчислювальними ресурсами. EfficientDet має помірну кількість 

параметрів (12 млн) і розмір моделі (27 MB) і є збалансованим між продук-

тивністю і точністю. YOLOv7 має відносно велику кількість параметрів 

(60 млн) та розмір моделі (230 MB), але у разі високої точності та швидко-

сті обробки є ефективним для багатьох застосувань. 
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Експериментальна перевірка розглянутих алгоритмів.  

Опис експериментальної установки 

Алгоритми розпізнавання об’єктів реалізовані на основі бібліотек 

машинного зору OpenCV та Ultralytics. Метою експерименту є перевірка 

характеристик розглянутих алгоритмів, визначення їх метрик якості на ло-

кальній машині та порівняння ефективності для об’єктивної оцінки якості 

алгоритмів. Для експериментів використані треновані моделі алгоритмів 

на наборі даних СОСО17. Цей набір включає типові класи об’єктів, такі як 

люди, тварини чи машини. Цей набір класів достатній для проведення екс-

перименту, так як дає змогу оцінити швидкість та якість роботи алгорит-

мів, які пройшли відносно однакове навчання. Розглянутий також алго-

ритм YOLOv8 як покращена версія YOLO, що пропонує кращу точність та 

швидкість завдяки вдосконаленій архітектурі і новим методам обробки зо-

бражень, але все ще не має офіційного статусу. 

Проведення експериментів. Підтвердження тестових даних 

Запуск тестів YOLOv7 локально на датасеті COCO17 дозволяє пере-

вірити продуктивність моделі у конкретному середовищі (табл. 3), що від-

повідає апаратним ресурсам і налаштуванням. Тут IoU – міра перекриття 

між передбаченою областю об’єкта та реальною областю об’єкта. 

IoU = 0,50 означає, що передбачена та реальна області перекриваються на 

50%. Area – тип розмірів об’єктів, мaxDets – максимальна кількість 

об’єктів, яку модель може виявити. 

Таблиця 3.  

Локальне тестування моделі YOLOv7 

Конфігурація параметрів Результат 

IoU=0.50         | area=   all       | maxDets=100 0,697 

IoU=0.50:0.95 | area=   all       | maxDets=100 0,688 

IoU=0.50:0.95 | area=medium | maxDets=100 0,736 

IoU=0.50:0.95 | area= large     | maxDets=100 0,839 

Результати, наведені у табл. 3, показують значення, що відповідають 

паспортній документації. Це свідчить про оптимальність налаштувань та 

означає, що обраний етап забезпечує стабільну продуктивність і точність 

детекції об’єктів. 

Порівняння метрик якості. Обрані три зображення (рис. 1) із різни-

ми групами об’єктів: людей (рис. 1, а), тварин (рис. 1, б) та автомобілів 

(рис. 1, в). Для їх розпізнавання застосовані готові треновані моделі із 

Tensor Flow Zoo [21]. Їх порівняння з можливостями YOLO наведені у 

табл. 4.  
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а) група людей б) група тварин в) група авто 

Рис. 1. Зображення для порівняння метрик якості 

Оцінка результатів експерименту. Як бачимо у табл. 4, алгоритм 

YOLOv7 показав себе як один із найбільш ефективних для розпізнавання 

об’єктів у режимі реального часу, що робить його зручним для застосуван-

ня у БПЛА. Він показав високу швидкість й точність, універсальність та 

ефективність використання ресурсів. Цей алгоритм значно продуктивні-

ший і точний у порівнянні із його попередніми версіями та іншими алго-

ритмами [11].  

Таблиця 4.  

Локальне тестування моделей розпізнавання об’єктів 

Модель Середній 

час, мс 

Середня  

впевненість 

Середня  

точність 

centernet_resnet101_v1_fpn 710 79% 80% 

ssd_mobilenet_v2_fpnlite 1114 65% 48% 

efficientdet_d0 1048 70% 80% 

efficientdet_d2 1082 80% 83% 

yolov7-e6 309 85% 100% 

yolov7x  347 87% 100% 

yolov8n 280 66% 87% 

yolov8l 376 82% 100% 

Сегментація зображень у системі технічного зору  

Все більшого поширення набувають технології автономної навігації 

транспортних засобів. Методи та засоби оптимального визначення траєк-

торії руху постійно розвиваються. Проте із розвитком інших супутніх га-

лузей, таких як технології машинного навчання із використанням багато-

шарових нейронних мереж, та мініатюризацією обчислювальних засобів 

виникає можливість по-новому застосовувати вже створені методи-

ки [22, 23, 24]. 

Сучасні СТЗ можна поділити на 2 великі групи: системи монокуляр-

ного та системи бінокулярного технічного зору. Останні за рахунок вико-
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ристання двох (іноді більше) камер дають можливість побудови тривимір-

ного зображення навколишнього середовища. Проте при цьому, крім 

ускладнення структури СТЗ [23], часто неможливо отримати дані із доста-

тньо низьким рівнем похибки для прийняття рішень системою автономної 

навігації. 

Спосіб сегментації зображення камери системи монокулярного тех-

нічного зору для побудови алгоритму руху по поверхні з перешкодами ро-

зглянемо на прикладі дослідного стенду (рис. 2). Стенд включає: обчислю-

вальний модуль Raspberry Pi 5 із обсягом операційної пам’яті 4 Гб та 

4-ядерним процесором архітектури ARM із тактовою частотою 2,5 ГГц; 

модуль СТЗ із двома сенсорами Sony IMX219 роздільною здатністю 

3280х2464 пікселів та діагональним кутом поля зору 83°, які підключені за 

допомогою інтерфейсу CSI; малорозмірний монітор із сенсорним екраном 

та автономним джерелом живлення із літій-іонними акумуляторами. Стенд 

дає змогу проводити аналіз даних сегментації у реальному часі. 

  

Рис. 2. Дослідний стенд 

Отримане необроблене зображення камер СТЗ наведене на рис. 3. 

  

Рис. 3. Зображення, отримане системою технічного зору  

дослідного стенду  
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Підготовка СТЗ до роботи включає калібрування камер за допомо-

гою функцій пакету OpenCV – визначення параметрів спотворення оптич-

ної схеми камер, які будуть використовуватись для ректифікації зображень 

перед безпосереднім аналізом [25]. Для цього використаний типовий шаб-

лон «шахівниця» 9 х 6 перехресть (10 на 7 клітинок). Мінімальна кількість 

тестових зображень для успішного визначення матриці камери та парамет-

рів спотворення складає 30 шт. Для калібрування використані основні фу-

нкції: 

 findChessboardCorners – визначення чи наявна у даному зображенні 

шахівниця заданого розміру; 

 cornerSubPix – уточнення координат кожного перехрестя між клітин-

ками шахівниці; 

 drawChessboardCorners – візуалізація знайдених перехресть на шахів-

ниці; 

 stereoCalibrate – обчислення матриць перетворення камер та коефіцієн-

тів спотворень їх оптичних схем; 

 stereoRectify – обчислення матриць перетворення для ректифікації зо-

бражень; 

 initUndistortRectifyMap – обчислення карт відповідності пікселів для 

ректифікації зображень. 

Фокусування камер здійснюється максимізацією дисперсії матриці, 

яка утворена шляхом перетворення вхідного зображення на монохромне, 

та подальшим застосуванням оператора Лапласа. 

Алгоритм сегментації включає наступні задачі: 

 визначення найближчих до транспортного засобу перешкод у полі зору 

СТЗ (рис. 4, а); 

 визначення наявності безпосередньо перед транспортним засобом по-

верхні для руху; 

 вивід результатів сегментації для подальшої обробки у системі прийн-

яття рішень; 

 візуалізація даних сегментації. 

Для розробки алгоритму використані мова програмування Python3, 

пакет допоміжних функцій обробки зображень OpenCV [26] та методи об-

робки зображень [10, 24, 27]. Використання такого набору засобів розроб-

ки дозволяє легко перевіряти гіпотези, які виникають в процесі аналізу зо-

бражень, та швидко прототипувати результати для застосування у промис-

лових проектах. 

Послідовність алгоритму сегментації: 

1. Визначення відносної глибини оточуючого середовища та формування 

відповідного зображення. Використовуємо результати [28], які дають 

змогу проводити відносну оцінку глибини оточуючого світу за допомо- 
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а) б) 

  

в) г) 

Рис. 4. Зображення СТЗ: а) типові перешкоди; б) зображення  

глибини; в) горизонтальна гістограма; г) горизонтальна 

 гістограма після порогування 

гою багаторівневих штучних нейронних мереж із використанням вкрай 

широкої гами навчальних даних, та найбільш швидкодіючу із навчених 

моделей MiDaS v2.1 Small. При використанні обчислювального модуля 

із прискорювачем ШІ-обчислень, доцільним є використання більших 

моделей, таких як MiDaS v3 Hybrid або MiDaS v3 Large, а також най-

більш точної на сьогодні моделі, яка була навчена на понад 62 млн. зо-

бражень [29]. Обраний спосіб оцінки глибини вимагає використання 

лише однієї камери. У результаті обробки вхідного зображення від ка-

мери отримуємо монохромне зображення відносної глибини. З метою 

більш однозначної інтерпретації даних відносної глибини під час пода-

льшого аналізу, необхідно виконати нормалізацію, тобто привести зна-

чення отриманої глибини у діапазон значень інтенсивності від 0 до 255, 

де найбільш близькі об’єкти мають максимальну інтенсивність, а дале-

кі – мінімальну (рис. 4, б). 

2. Обчислення горизонтальної гістограми зображення відносної глибини. 

Для визначення перешкод у полі зору камери та поверхні для руху ко-

ристуємось методиками [30]. Побудуємо горизонтальну гістограму зо-

браження СТЗ. Для цього для кожного окремого стовпця нормалізова-

ного зображення глибини обчислюється гістограма насиченості. Для 

забезпечення оптимальної швидкодії використана функція calcHist біб-

ліотеки OpenCV. Висота отриманої гістограми має 256 рядків (відпові-

дає варіації значень інтенсивності), а ширина дорівнює ширині вихід-
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ного зображення. Така гістограма дозволяє відносно легко оцінити ная-

вність умовно-однорідних об’єктів на зображенні (рис. 4, в). 

3. Фільтрація та аналіз горизонтальної гістограми з метою визначення 

перешкод. Перешкодами за горизонтальною віссю можна вважати ді-

лянки зображення, для яких на гістограмі спостерігаються горизонта-

льні лінії певної інтенсивності, при чому інтенсивність ліній на гістог-

рамі безпосередньо залежить від висоти перешкоди, а віддаленість пе-

решкоди визначається вертикальною координатою на гістограмі. Не-

важко бачити, що найближчим перешкодам (бетонним блокам на зо-

браженні, рис. 4, а) відповідають горизонтальні лінії у нижній частині 

гістограми (рис. 4, в). Відкинемо далекі перешкоди застосувавши алго-

ритм порогування до горизонтальної гістограми. В даному контексті 

під порогуванням мається на увазі комбінований алгоритм, який перед-

бачає фактичне встановлення нулів у рядки горизонтальної гістограми 

які відповідають найвіддаленішим об’єктам (10% відносної глибини), з 

подальшим застосуванням класичного алгоритму Оцу [31] для усунен-

ня неоднорідних об’єктів. Після порогування маємо гістограму (рис. 3, 

г) на якій кожен піксель з інтенсивністю відмінною від нуля відповідає 

інтенсивності перешкоди на зображенні глибини [32]. 

Отримані дані можна безпосередньо використати для зонування 

зображення СТЗ. Для цього визначимо інтервали за горизонтальною 

віссю в яких відсутні будь-які значення окрім нулів (ігноруємо значен-

ня які відповідають 30% найвіддаленіших об’єктів зображення віднос-

ної глибини). Такі інтервали будуть відповідати зонам де перешкоди 

відсутні. Враховуючі можливі похибки під час перетворення зображень 

знехтуємо несуттєвими за довжиною інтервалами в яких наявні переш-

коди (менше ніж 1% пікселів за горизонталлю) та об’єднаємо суміжні 

інтервали без перешкод. 

4. Маскування зображення відносної глибини. Використаємо дані, які бу-

ло отримано на попередньому кроці, для того, щоб отримати зображен-

ня глибини з якого будуть видалені зони які відповідають перешкодам. 

Так, для кожного стовпця зображення глибини, встановимо у нуль зна-

чення пікселів для яких у відповідному стовпці горизонтальної гістог-

рами існують значення відмінні від нуля. У результаті отримаємо зо-

браження глибини з якого усунуті усі попереднього визначені переш-

коди (рис. 5, а), що дасть змогу провести більш точний аналіз наявності 

горизонтальної поверхні для руху транспортного засобу [30]. 

5. Обчислення вертикальної гістограми маскованого зображення віднос-

ної глибини. Для цього побудуємо вертикальну гістограму насиченості 

залишкового зображення глибини (рис. 5, б). Для кожного окремого 

стовпця залишкового зображення глибини обчислимо гістограму наси-

ченості. Висота отриманої гістограми дорівнює висоті вихідного       
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зображення, а ширина – 256 стовпців (відповідає варіації значень інте-

нсивності). 

  

а) б) 

Рис. 5. а) зображення відносної глибини із видаленими визначени-

ми перешкодами, б) його вертикальна гістограма 

6. Фільтрація та аналіз вертикальної гістограми з метою визначення го-

ризонтальної поверхні. Наявність на вертикальній гістограмі похилих 

прямих ліній (рис. 5, б) дозволяє визначити зони в яких спостерігається 

горизонтальна площина для руху транспортного засобу [32]. Знайдемо 

такі лінії застосувавши комбінацію алгоритму Кенні [33] та рандомізо-

ваного перетворення Гафа [34]. В результаті отримаємо масив пар ко-

ординат початків та кінців визначених прямих. Сформулюємо достатні 

умови наявності необхідної для руху транспортного засобу горизонта-

льної площини які мають бути накладені на пряму що їй відповідає на 

вертикальній гістограмі: кут нахилу до горизонталі 75 градусів; довжи-

на у пікселях складає 10 % від кількості рядків гістограми; початок 

прямої не розташований у верхній частині гістограми (верхні 30 %); кі-

нець прямої розташований нижче її початку. 

Якщо вдалось визначити принаймні одну таку пряму, то вважається, 

що рух транспортного засобу можливий.  

Комбінація зонування та ознаки наявності горизонтальної площини 

для руху дозволяють визначити можливі напрямки для руху транспортного 

засобу (рис. 6). Отже результатом роботи системи технічного зору в нашо-

му випадку буде 2 параметри, один із котрих являє собою булеву ознаку 

наявності горизонтальної площини, а інший – масив діапазонів за коорди-

натою x системи технічного зору в яких відсутні перешкоди. 

Висновки 

Алгоритм YOLOv7 є оптимальним для застосувань, де потрібна висо-

ка швидкість і достатня точність розпізнавання об'єктів у режимі реального 
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часу. Mask R-CNN може бути використаний для задач, де важлива висока 

точність розпізнавання та сегментації об'єктів, але менш важлива швид-

кість обробки. EfficientDet є збалансованим алгоритмом для завдань, де по-

трібна висока точність і достатня швидкість. SqueezeNet є хорошим алго-

ритмом для пристроїв із дуже обмеженими ресурсами. Для мобільних до-

датків та систем із обмеженими обчислювальними ресурсами також мо-

жуть бути прийнятними алгоритми MobileNetV2 та ShuffleNet, маючи поле-

гшену модель та даючи баланс між точністю та швидкістю. 

 

Рис. 6. Візуалізація результатів сегментації 

Проведені дослідження та виконані експерименти показали ефектив-

ність запропонованого алгоритму сегментації зображень для його викорис-

тання в системі технічного зору сучасних безпілотних транспортних засо-

бів. Перевагою практичної реалізації алгоритму у реальному часі є засто-

сування малогабаритних, швидкодіючих та бюджетних обчислювальних 

модулів, використання досягнень мови програмування Python та бібліотеки 

для роботи із системами машинного навчання PyTorch із використанням 

нейронних мереж. 
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